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Nombre de paramétres dans les réseaux entiérement connectés

. . . o - : d
Perceptron multi-couche a une couche cachée: ¢ Entrées: observations x € R

e Couche cachée: n neurones

h=0c(Wx+b
o(Wx ) e Sortie : dimensionalitée &

y = Wh + bY) (généralement, & << d)
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Nombre de paramétres dans les réseaux entiérement connectés

Perceptron multi-couche & une couche cachée; * Entrées: observations x € R?
e Couche cachée: n neurones

h=0(Wx+Db) . . . o

e Sortie : dimensionalité &

y = Wh + bY) (généralement, & << d)

» Pour la couche cachee:
Nparametres = d - 1 =+ 1,
ou: - Matrice de poids W(d x n)
- Vecteur de biais b(1, xn)
» Pour la couche de sortie:
Nparameétres = T d+d
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Nombre de paramétres dans les réseaux entiérement connectés

Perceptron multi-couche & une couche cachée; * Entrées: observations x € R?
e Couche cachée: n neurones

h=0(Wx+Db) . . . o

e Sortie : dimensionalite
y = WP 1) (généralement, & << d)
Application numérique

» Pour la couche cacheée: Image (28, 28), 10 classes, 500 neurones:

Nparametres = d - 1 =+ 1, = 28 x 28 x 500+ 500 = 392500 parametres
ol: - Matrice de poids W(d x n) (~ 1,5Mo)
- Vecteur de biais b(1, xn) = 500 x 10 + 10 = 5010 paramétres

» Pour la couche de sortie:
Nparameétres = T d+d
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Passage a l'échelle

CNNs
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» Signal audio: echantillonnage 16kHz — 16 000 points par seconde !
— 500 neurones, 3 secondes d'audio = 24 000 000 parametres (~ 91Mo)
» Image de webcam 480p: 852 x 480 x 3 scalaires par image !
— 500 neurones — 614 880 000 parametres (

)
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Structure et a priori sur les signaux

—— o | | §4 3
- ."“’f 75353
{;-‘-* ‘x - 4 lwrwqm m il sC90 A

» Les composantes d'un signal ne sont pas indépendantes!

e Signaux 1D (son, séries temporelles): structure locale temporelle
e Signaux 2D (images, radar, etc.): structure locale spatiale
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Structure des données

» Perceptron multi-couche: réseau entierement connecté
— toutes les entrées sont connectées a tous les neurones cacheés
— représentation vectorielle de l'entrée: l'ordre des dimensions est arbitraire!

Initial Images Permuted Images
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Structure des données

» Perceptron multi-couche: réseau entierement connecté
— toutes les entrées sont connectées a tous les neurones cacheés
— représentation vectorielle de l'entrée: l'ordre des dimensions est arbitraire!
=

Initial Images Permuted Images
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A priori sur les données

» Invariance et stabilite

e Petites déformations — représentations similaires
e Fortes deformations — représentations peu similaires

» Equivariance/invariance a la translation:
Déplacer un objet dans limage ne change pas sa
nature, donc ne devrait pas changer ses activations.

» Vrai également pour des petites transformations
(eéchelle, rotation, warping..)

AAAAAA
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Réseaux de neurones convolutifs

Objectif: dépasser les limitations précédemment décrites.

» Faible nombre de parametres optimisables

» Poids plus important donné a la structure locale du signal

» Integre une invariance a des petites déeformations locales

» Tous les paramétres peuvent étre appris par rétropropagation (= couches
différentiables)

V.
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Définition générale

Soit f: R — R une fonction reelle (signal) et A : R — R une fonction réelle (filtre).

La convolution entre fet h est définie comme étant la fonction notee (fx h) telle que:

+oo
U0 = [ fla=opyas
Propriéteés:

» Commutativité: (f* h) = (h* f)

» Bilinearite: f« (g4 Ah) = (f* g) + A(f* h)

» Associativité: fx (g« h) = (f*g) « h
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Convolution discréte unidimensionnelle

Convolution discrete d'un signal fpar un fil-
tre a réponse impulsionnelle finie h: A0 X{1) xi2] 3] xi4] 5] )
1|2 88 4|5 (6|7
e Signal f[i], i € {1; N} \* ol 1) s;ué Y3 14 3181 i)

e Filtre hM 1€ {1; d} (d impair pour simplifier) “l{:l W:Hw:] W:S: w!‘;l /
e Signal filtre (convolue): /[, i € {1; N}

Opeérateur Ty, : f— f = T(f) = f* h, with:

Th(f)[d = (f* Wi Z fli—n] - h[n]

zll
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Convolution en deux dimensions

e Convolution 2D discrete par un filtre finih: T': f— f = T[f] = f« h
e Signal f[7, ]], i € {1; N}?
e Filtre [y, i € {1; p} x {1; ¢} v, gimpairs pour simplifier)

P =xn@h= >, Y fli—nm—j-hnm
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Convolution en deux dimensions

p¥l a1
G =*nGH= > > fi-nm—j-hn m
n=—221 7n:7%
Exemple avec un filtre 3 x 3
Wy ws wr
h= We Ws Wy
f,[la]] :wlﬂlf1,]71]4”(1}2_]‘&71,]]+’LU3ﬂZ*1,j+1] ws w2 Wi
+ W4ﬂi,j - 1] + 1,U5f[Z,]] + w6ﬂ27]+ 1} wy W w3
+wefli+1,7— 1]+ wsfli+ 1,5] + wofli + 1,5+ 1] g=|wis ws we

wr ws Wy
Calcul en pratique

(il Symetrie centrale du filtre : A[n, m] — h'[n, m| = h[—n, —m]

iy Pour un pixel (4,5) : 3=, ,, fli+n, j+ m] - g[n, m] 10
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Corrélation croisée ou convolution?

o Convolution 2D: f[i,j = (f* Wi, 7 = X%, 7% fli— nym— ] - [, m]

__p—1 _
n=—=5 m=

ptl a1
e Corrélation croisée: f[i,j] = (fx h)[i,j] = Z:_Q S fli nymt 4 - Bn, m)
- 2 2

m=—

Correlation croisee ~ convolution, sans la symétrisation du masque de poids du filtre:

-4 0 0 4.0 0
h=| 0o 00 |=g9g=[0 0 o0
0 0 4 00 —4

Convolution kernel
(emboss)

New pixel value (destination pixel)

1n
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Corrélation croisée ou convolution?

e Convolution 2D f[i, ] = (f+ Wi = X5 %, . S L, fli— nym—j - A, m]
e Corrélation croisée: f[i,j] = (fx h)[i,j] = Z:fp;l Z;Eq;l fli+n,m—+ 3| - hin, m]

Correlation croisee ~ convolution, sans la symétrisation du masque de poids du filtre:

(4 x0)
(0 x0)
(0 x0)
0 x0)
0 x1)
0x1)
(0 x0)
{0 x1)
+(-4x2)

Source pixel

o o o
s~ o o
Q
I
o o =~
o oo
o
{

Canvolution kemel
(emboss)

New pixel value (destination pixel)

1n
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Interprétation de la corrélation croisée

» Correlation croisée: produit scalaire en-
tre chaque région de limage I et le filtre i o s
h: i &

Image traitée

(Ixh)[i,jl=1i—d:i+dj—d:j+d-h
=Y 1,4 i

] ) . | Image filtrée
» Lentrée de lopération de filtrage est
une image 2D, la sortie est une “carte

d'activation” (image filtrée).

12
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Padding

» Pour un filtre h de dimensions (w, h), que faire le long des bords de l'image?
e ilya[2] (ou [%]) pixels qui sont dans le filtre mais hors de limage
» Option 1. convolution “valide" = on ne calcule pas la convolution sur ces pixels
— la sortie a des dimensions reduites par rapport a limage
» Option 2: convolution “identique” ou ‘complete” = ajouter du remplissage
(padding) avec des valeurs arbitraires: zéro, recopie, symétrie, etc.

e
ol |
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olo|oc|o|le|o|a]|ale|e]|=

olo|m|m|a(m|e|n]|~ala
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oleo|v|w|w|a|lvw|a|lw|lels

ole|o|m|r|(w|v]|~]alela

sle|o|a|lae|la|lv|wlala

ale|v|~v|e|(v|w|~]alela

Sle|m|ew v vwlw|le|vlala

ole|=|r|n|jw|a]|a|lw|la]la

oleo|a|o|e|o|la]lale|le]|e

ole|a|olo|o|la|ale|le]|a

wlw|lw|s|lw|[w|[w]w|=]=]~
mlm[olalslw]o|lo|a]e]o
Bl v| vl |wla]lo
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wla|v|w|w|o|v|a|wlfa]la
Nla|o|m]|=]|w]|~]~]ala]l=
e w|o|o|e]a|w|w|fe]a
Slelo|~w|e|m|w|e=|aale
g | m| o~ oo | | e |~ ]
el e e lm|w]a]s|«fals
rlelelelw|w]la]s|w]w|s
o m o |~ |~w]w]s
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Convolution a pas (strided convolution)

Formule classique T 5
de la convolution: Th(Alid = (FxWlid= > fin— 4, m— j)h[n, m]

2 2

14
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Convolution a pas (strided convolution)

Formule classique ; N

de la convolution: Tw(Hl, 5] = (fx )] Z > fin—i,m— jlh[n,m]

Formule de la convo- 5 7

lution a pas: Tu(Alisd = (WA= Y. Y, fin—s-im—s-jh[n,m]
n=— dgl m=— dgl

14
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Convolution a pas (strided convolution)

Formule classique T 5

de la convolution: Tu(Pli ) = (WA= Y, Y. fin—im—jhnm]
Formule de la convo- 5 7

lution a pas: Tu(Alisd = (WA= Y. Y, fin—s-im—s-jh[n,m]

d=1 . d—1

n=-—

2 2

e La convolution a pas s décale de s la fenétre (région de limage) observée =
sous-echantillonnage de limage filtree;
e La convolution classique est un cas particulier de la convolution a pas avec s = 1.

Convolution d'une image (5 x 5)
par un filtre (3 x 3), avec un

padding de 1 pixel et un pas de 2. 1
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Exemple de filtre convolutif: calcul des gradients d'une image

Pour une image I, on appelle G, et G, les gradients horizontaux et verticaux définis par:

G,7) = (Ga, Gy) = (,,a —

La dérivée s'approxime par différences finies: 4[4, ] ~ 2 (I[i+ 1,5 — I[i— 1, ). En

notant:
1 -1 0 1 1 =1 =2 =i
Mw4~|:—2 0 2] My4~[ 0 0 0]
-1 0 1 1 2 1

alors Gy = Ix My et Gy = Ix M,

15
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Exemple de filtre convolutif: calcul des gradients d'une image

Filtres de Sobel
La dérivée s'approxime par différences finies: 2[4, ] ~ 1 (I[i+ 1,5 — I[i — 1, ). En

notant:
. =1 1 L -1 -2 -1
M, = 1 —2 2 My, = 1 0 0 0
1 1 2 1

(=R )

-1
alors G, ~ I'x M, et G, ~ Ix M,

16
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Pooling
Agrégation d'un ensemble de valeurs = {z;, 2o, ..., zy} €n un unique scalaire
representatif”

Exemples de fonctions de pooling:

e Max pooling: X = max;—(1,... n} T
e Average pooling: x =

t7
L=z

e (, pooling: x = (]—V
Intérét du pooling

» Description sommaire des statistiques d'un échantillon = reduction de dimen-
sion

» Invariant a la position des valeurs (permutation des valeurs = méme résultat)
17
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Echantillonnage des cartes filtrées

Max Pooling Average Pooling Pooling spatial
29 | 15 | 28 | 184 31 15 | 28 | 184
2 o 2 oo BN » Agrégation sur une image (ou une carte) des
12| 12 IR 2| 12 I valeurs, région par region.
12| 12|45 | 6 12|12 |45 6 » Entrée du pooling: carte (~ image), sortie: carte
réduite.
2x2 2x2 ) . . . o8
peol size pool size » Lagregation se fait de maniere locale —
le pooling a un “‘champ receptif’ restreint a un
10 [ % voisinage.
12 | 45 12 | 16
Paramétres:

e Fonction de pooling (min, max, avg, . ..)

e Taille du voisinage local, pas du pooling (stride) 18
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Spatial pooling: de l'équivariance a l'invariance

— Equivariance de f par rapport & une transforma-

tion g flg(x)) = 9(f(x)).

Exemple: fconvolution, g translation. m
— Invariance de f par rapport a une transformation -_»-_)-t
g flg(z)) = fa).

Exemple: fmax-pooling, g translation (petite).

Invariance a la translation selon 7' = (tz, ty) S

° 7 = fait apparaitre un nouveau max 111 _35 (1) _02 g
o T = sortle max de la région considérée c=| 8|4 15 —-10l4
Ici, carte 5 x 5, max-pooling 3 x 3: max = 15, 8| 6 5 3 |7
Invariance OK: si (1,, 1,) € +1 px 3 0 -2 9 3

19
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Spatial pooling: de l'équivariance a l'invariance

— Equivariance de f par rapport & une transforma-

tion g flg(z)) = g(f(z)).
Exemple: fconvolution, g translation.
— Invariance de f par rapport a une transformation -_}-_)-1”t
g fg(2)) = fla).

Exemple: fmax-pooling, gtranslation (petite).

Invariance 4 la translation selon 7' = (i, 8y) S

o T = fait apparaitre un nouveau max 11 =5

o 7T = sort le max de la région considérée

Ici, carte 5 x 5, max-pooling 3 x 3: max = 15,
Invariance KO: si ¢, = +1 px

w o o =
—
Ot
St = Of -
|
—t
(an)
W N =~ Ot O

19
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Couche convolutive

» Entrée: carte I (~ image) de dimension (Ci,, Win, Hin)
» Paramétres: C,,; (hnombre de canaux de sortie), k,, k, taille des filtres.
» Sortie: cartes d'activation de dimension ( Cout, Wout, Hout)

La j°™Me carte d'activation de sortie s'obtient en sommant chaque canal d'entre, filtrée
par le noyau h; ;, plus un biais:

Cin
=1

Ily adonc

En général:
e On gjoute du padding de sorte a ce que Wyt = Win et Hout = Hin.
e Lesfiltres sont carrés: k,, = k.

La convolution est une opération lin€aire, la couche convolutive est une opération
affine (avec le biais).

20
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Couche convolutive sur les tenseurs

En pratique, cette définition de la convolution revient a realiser une convolution 3D en
prenant en compte tous les canaux d’entrée avec des filtres de dimension (Ciy, kuy, k):

Twli, g = (fx )[4, 4] = Z Z Z f[z—nm 4, klh[n, m, k] 4+ b

Le filtrage selon la troisieme dlmen5|on (" profondeur ) permet d'apprendre les
corrélations entre les cartes d'activation pour differents filtres.

height

a0
W 21
o'eo’h
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Illustration

Input Volume (+pad 1) (7x7x3) Filter WO (3x3x3) Filter W1 (3x3x3)  Output Volume (3x3x2)

x[:,:,0] wO[:z,:,0 wl[:,:,0] of[:,:,0]
0000000 LT ET) [ ET 126 2
Vyl//ﬁ/ﬂ 11 BTl
DZT[2 0 1 0 0 [[1 [0 ET) ET
0 [0 zj}u/ 5,1 wils, :,1] oli, i, 11
nﬂ,_g,/q%n/wﬂ&ﬂ 10 1 3 5 6
TR 123 8 28 (O 2 ~1[0 ET) ET iy 2] E
——T ~ 0 [[0 [0 10 -1 6 0 2
) WO [, 27 wl[z,:,2]
2:][., s 11 - < 0 A
= — z o [T ) EN BT
ofoT]21 0 0 Mt o 0
Oz g2 0 A0 Bias bp{1x1x1) Bias b1 (1x1x1)
0]t [0 11 0 LO[7; :,0] bll:,:,0]
00 1 1 00 0
00 0 0 0
xli, 1,2
00 00
21 0 1
oJoz[1 2 0
0[]z ]o 2 0
2|0 00 0
0201120 22
0000000
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Rétropropagation dans une couche convolutive

Algorithme de rétropropagation: que vaut le gradient de la fonction de cout par
rapport aux parametres de la couche convolutive?

hin hiz ... hag
. . , ha1  hoa ... oy

e Parametres: matrice de poids du filtre (k x k). H =
her b oo P

e Pour une seule convolution: s = xx H

oL . AL AL . O
oH - s e ®%

ou x représente la corrélation croisée et ® la correlation croisee compléte.

—> la backward pass pour une couche convolutive est encore une couche
convolutive! 23
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Non-linéarité et couche convolutive

9]
Ay B < I
e el S
e = g e .
e S
o e BERE
i 1R =, l__r 1 :
ool _-T Ll o ' TTTTT
= Non-Linearity IS e O N O Y
- I N B | [
- | I | | I |~
P
. L Output Tensor
Input Tensor Linear Activations P

e Couche convolutive: tenseur en entrée — tenseur en sortie
(i) Convolution: opération de filtrage linéaire/affine
(i) Application d'une fonction d'activation non-linéaire élement par élément

24
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Hiérarchie de convolutions

Empilement des couches convolutives

» Chaque couche convolutive applique un filtrage affine + activation non-linéaire
» Lempilement des couches convolutive cree une hiérarchie de convolutions

» L'empilement en profondeur permet de modeliser des fonctions décisionnelles
plus complexes

e Comme pour les perceptrons, la non-linearite est indispensable, sinon le mod-

ele hierarchique est équivalent au modele “plat”. 25
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Exemple de hiérarchie convolutive: détection de contours

Image niveaux de gris
I(Wx Hx 1)
» lere couche: convolution a deux filtres

1 —1 0 1 1 —1 -2 —1
Mg=—-| -2 0 2 | My=—-"- 0 0 0
4 -1 0 1 4 1 2 1

G2 ~ filtre 1

26
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Exemple de hiérarchie convolutive: détection de contours

G? G Sortie

» lere couche: convolution a deux filtres

1 -1 0 1 2
My=--| -2 0 2 My = — -
4 4

=1l 0 1

,_
N
-

» 2eme couche: convolution avec un seul filtre 1 x 1: [+1, +1]

26
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Champ réceptif

CL @ &
s B

Input First 3x3 layer Second 3x3 layer

Le champ receptif correspond a l'étendue spatiale dans limage de départ du
voisinage dont les pixels ont contribué a produire une activation donnéee.

» Empilement de deux convolutions 3 x 3: meme ‘champ receptif’ qu'une seule
convolution 5 x 5 sur limage de départ

Les CNN empilent des couches convolutives pour combiner des activations (~ cartes
filtrées) de plus en plus complexe, tout en augmentant le champ réceptif.

= connectivité locale pour chaque couche mais indirectement globale en
considerant tout le reseau

27
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Echantillonnage dans les réseaux convolutifs

En géneéral, le pooling se fait canal par canal dans les tenseurs d'activation, de facon
indépendante — spatial pooling.

» Bloc de base des modeles convolutifs: n couches convolutives + maxpooling

» Entrée: tenseur (C, W, H)/sortie: tenseur (C', ¥ &) avec k le pas du pooling

224x224x64

112x112x64

e |
pool (f

Input Convolution Pooling

,,,,,,,,,,,,,,,,,,,,,,

28
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Rétropropagation dans une couche de pooling

Pooling — pas de paramétres donc seul le gradient par rapport a l'entrée est utile.
s = pooling(x) (entrée x, sortie s, sur un voisinage k x k)

s(1,4) = max(p, ¢) (i) = Z x(p, ¢
Gradient non-nul seulement pour la position >
maximale de chaque région: i

que reg () =73 Z as (p. g

p,q

ax

sinon

0L ;o _ {%ﬁ(z‘,j) si (i,§) = argmax,, , x(p, )
’ 0

29
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Réseau de neurones convolutif (Convolutional neural network)

Construction d’'un réseau convolutif

» Empilement de blocs convolution+pooling
= réduction de la dimension spatiale

» Couches entierement connectees (perceptron) pour projeter les activations vers
l'espace de sortie

— sinécessaire, le tenseur d'activations est aplati avant la partie entierement connec-
tée

[ —micreiE

2 L FuLLY 1
NPT CONVOLUTION POOLNG  CONVOLUTION POOLING FATIEN BT o SOFTMAX 30

Y Y

FEATURE LEARNING CLASSIFICATION
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Exemple: LeNet-5 [LeCun et al. 1998]

Fully
Convolution gonnected Output
Subsampling  (5X5) layer

}, = klrrrriu‘»-

Input FeawreMap  FeawreMap FeawreMap —FeawreMap .0 .. o
32X32X1 28X 28X6 14X14X6 10X 10X 16 5X5X16

o ution Subsamplin Convalution
(5x5) )

‘ !
=
—

5 “couches” avec des parametres:

Convolution 5 x 5: 32 x 32 x 1 — 28 x 28 X 6

Convolution 5 x 5: 14 x 14 x 6 — 10 x 10 x 16

Convolution5 x5 10 x 10 x 16 — 1 x 1 x 120

e Couche entierement connectée: 120 — 84

Couche entierement connectée (~ régression logistique): 84 — 10

31!
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