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
 

Une combinaison linéaire de trop de 
variables est ininterprétable


 
Méthodes «

 
sparse

 
»

 
: rechercher des 

combinaisons comportant un nombre 
important de coefficients nuls


 
Compromis à

 
trouver entre capacité

 prédictive et «
 

sparsité
 

»


 

Méthodes récentes: article fondateur 1996


 
Packages R essentiellement

Novembre 2012 2



3Novembre 2012 3

1. Le LASSO                       

The Lasso is a shrinkage and selection method for linear regression. 
It minimizes the usual sum of squared errors, with a bound on the sum of the absolute 
values of the coefficients. 

http://www-stat.stanford.edu/~tibs/lasso.html
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
 

Critère voisin de la ridge: 


 

Pénalité
 

L1
 

au lieu  de L2. Pas de solution 
analytique


 

Si c est petit, certains coefficients seront nuls 
sélection


 

Si on retrouve la régression multiple 
usuelle
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ods graphics on;
proc

 
glmselect

 
data=bagnole plots=all;

model prix=cyl puis lon lar poids vitesse / 
selection=lasso (stop=7

 
choose=BIC);

run;

Lasso et PROC GLMSELECT

Données pour regression
The GLMSELECT Procedure

LASSO Selection Summary

Effect     Effect         Number
Step    Entered    Removed    Effects In           BIC

0    Intercept      1      317.8324
-------------------------------------------------------------

1    PUIS           2      314.0991
2    POIDS          3      305.3416*
3    LAR            4      308.1679
4    CYL            5      311.0317
5    VITESSE        6      314.0364
6    LON            7      317.3025

* Optimal Value Of Criterion

Selection stopped because all

 

effects are in the final model.
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The GLMSELECT Procedure
Selected Model

The selected model, based on BIC, is the model at Step 2.

Effects: Intercept PUIS POIDS

Analysis

 

of Variance

Sum of           Mean
Source                 DF      Squares         Square    F Value

Model                   2      499772877      249886439      15.99
Error                  15      234382913       15625528
Corrected Total        17      734155790

Root MSE     3952.91380
Dependent Mean          34159
R-Square               0.6807
Adj R-Sq               0.6382
AIC          320.87771
AICC         323.95463
BIC          305.34160
C(p)         0.07232
SBC          303.54882

Parameter Estimates

Parameter    DF        Estimate

Intercept     1     5002.288413
PUIS          1      159.803389
POIDS         1       14.492675
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
 

Interprétation bayesienne:


 
a priori de Laplace ou double exponentielle 
sur chaque βj


 

Estimateur non linéaire

1( ) exp
2

j
jf




 

 
  
 
 
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
 

Degré
 

de liberté
 

estimé
 

par le nombre de 
coefficients non nuls (Zou et al. , 2007)


 
Possibilité

 
d’utiliser des critères de type AIC 

ou BIC pour choisir le paramètre  

Novembre 2012 13
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
 

Avantages et inconvénients


 
Pour:


 
Le  Lasso rétrécit les coefficients vers zéro de façon 
continue. 


 

Produit un modèle parcimonieux.


 
Est une méthode de sélection.


 

Contre:


 
le nombre de variables sélectionnées est limité

 
par n


 

Inadapté
 

au cas des puces à
 

ADN  n(arrays)<<p(genes)


 

Choisit une seule variable dans un groupe de 
variables très corrélée
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Une variante «
 

lasso hybrid selection »
pour obliger SAS à

 
faire de la 

validation croisée avec le critère PRESS 

LSCOEFFS 
requests a hybrid version of the LAR and LASSO methods, 
where the sequence of models is determined by the LAR or LASSO
algorithm  but the coefficients of the parameters for the model

at any step are determined by using ordinary least squares. 

proc

 

glmselect

 

data=bagnole plots=all;
model prix=cyl puis lon lar poids vitesse /
selection=lasso  (stop=7

 

lscoeffs choose=Press);
run;
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The GLMSELECT Procedure
Selected Model

The selected model, based on

 

PRESS, is the model at Step 2.

Effects: Intercept PUIS POIDS

Analysis

 

of Variance

Sum of           Mean
Source                 DF      Squares         Square    F Value

Model                   2      504091154      252045577      16.43
Error                  15      230064636       15337642
Corrected Total        17      734155790

Root MSE     3916.33023
Dependent Mean          34159
R-Square               0.6866
Adj R-Sq               0.6448
AIC          320.54298
AICC         323.61991
PRESS        308496438
SBC          303.21410

Parameter Estimates

Parameter    DF        Estimate

Intercept     1     1775.601201
PUIS          1      172.967225
POIDS         1       16.451161
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2. Elastic net 


 
Combine les pénalités de la ridge et du 
lasso


 

autre formulation:

 2 2

1

2

1 2

min  (1 )
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j j
j

y Xb b b

avec

  


 



   






 2 2
2 1 1

min  y Xb b b   
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
 

La partie L1
 

conduit à
 

un modèle «sparse»


 
La partie L2

 

enlève la limitation sur le 
nombre de variables retenues et favorise 
le choix de groupes

Zou et Hastie
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3. Group lasso


 

Permet de sélectionner des groupes de 
prédicteurs

J groupes de pj
 

variables Xj

Critère:  (Yuan & Lin, 2007)

Si pj
 

=1 pour tout j, on retrouve le lasso

Novembre 2012 22
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
 

Inconvénient: pas de «
 

sparsité
 

»
 

à
 

l’intérieur 
des groupes


 
Variante de Friedman et al. (2010) : sparse 
group lasso


 

Deux paramètres à
 

régler 
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4. ACP « Sparse »


 

Objectif: obtenir des composantes 
facilement interprétables: beaucoup de 
coefficients nuls dans les facteurs 
principaux


 
Simple Component Analysis (Vines, 2000)


 
Pas plus de 3 coefficients distincts +, 0, -

 (Rousson, 2004)
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Exemple
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4.1 Le SCoTLASS de Joliffe 
et al (2003)


 

Simplified Component Technique -Lasso


 

Modification du critère de l’ACP

2

1

max   avec 1 et 
p

j
j

u t


  u'Vu u u'u
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
 

Propriétés

 on retrouve l'ACP
t 1 pas de solution

1 un seul coefficient non nul

on cherche 1  en décroissant depuis 

t p

t

t p p






 
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
 

inconvénients:


 
choix de t peu évident


 
problème non convexe


 
calculs difficiles
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4.2 la SPCA de Zou et al. 
(2006)


 
Reconstitution du tableau par les 
composantes et les facteurs principaux 
X=CU’


 
Si on régresse

 
la ième

 
composante 

principale sur
 

X, on trouve
 

Ui dans les 
bons cas (pas si p>n par exemple)


 
Régression ridge  2 2ˆ arg min

ˆ
        

ˆ

ridge i

ridge
i

ridge

  



β c Xβ β

β
u

β
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
 

Démonstration:


 

Reconstruction des facteurs (loadings) de 
l’ACP par une régression ridge


 
Postérieure à

 
l’ACP, ne la remplace pas


 

La pénalité
 

ridge n’en est pas vraiment 
une:  sert simplement à

 
reconstruire les 

composantes

  1
,

'  avec 

ˆ i
i ridge i i

i

dk
d k



 

  


X'X VDV V'V I

β X'X I X'Vv v
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
 

La S-PCA ajoute une nouvelle pénalité


 

Généralisation


 

algorithme alterné
 

sur A et B . 
Implémenté

 
en R

 2 2
1 1

1
1

min i

p

j
j

 




  



c Xβ β β

β
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= 0 car n>p   les 1 de chaque composante sont 
choisis pour avoir à

 
peu pres la même part de 

variance expliquée
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4.3 La sPCA-rSVD de Shen et 
Huang (2008)


 

Part de la SVD de X=UV’
 

avec pénalité
 de type Lasso

 

( ) '

1

2

1
min - '

k
k

j j j
j

p

j
j

d

g v











u,v

X u v

X uv
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
 

L’algorithme ne fait intervenir que la 
matrice V: application à

 
p>>n


 

Critère différent de la SPCA


 

Algorithme plus rapide


 
Degré

 
de sparsity semble plus fort (choix 

graphique)



40Novembre 2012 40



41Novembre 2012 41



42


 

Perte d’orthogonalité


 
ScotLass: facteurs orthogonaux mais pas les 
composantes qui sont corrélées


 
S-PCA: ni les facteurs, ni les composantes ne 
sont orthogonales


 
Nécessité

 
d’ajuster les % de variance 

expliquée

Novembre 2012 42
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5. Sparse PLS

Combine sélection de variables et 
modélisation

5.1 L’approche de Le Cao et al. (2008)
PLS-SVD. Une variante de la PLS2 pour Y 
et X.


 
max cov(Xu,Yv)        vecteurs propres de X’Y


 
SVD de X’Y mais composantes non 

orthogonales
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
 

Pénalisation de u et v pour sélectionner dans les 
deux groupes


 

Critère 


 

P
 

est la fonction de «
 

soft thresholding
 

»
 

ou 
«

 
seuillage doux

 
»


 

Résolution itérative

1 2
min ' ' ( ) ( )P P   

u,v
X Y uv u v

 ( ) ( )P x x sign x 


 
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5.2 L’approche de Chun et Keles


 

SIMPLS pour Y multiple à
 

q composantes


 

Idée: rechercher un facteur c
 

sparse mais 
proche de la solution initiale α

Novembre 2012 46

  2max  avec 1
w

w'X'YY'Xw w

 2
1 21,

min (1 )( ) ' ( )

 avec ' ' 1 et 
c

k k


       

  

α'Mα c α M c α c c

α α c c M X'YY'X
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
 

Cas particuliers M=X’X 


 
α=c ScotLASS


 

k=0.5  SPCA


 

Solution: alterner recherche de α
 

à
 

c fixé
 et vice-versa


 

À c fixé

Novembre 2012 47

 

 
 

1 1 1

1 2 2
1 1

min (1 )( ) ' ( )

1min ( ) '( )  avec 
1 2

*  où *  est solution de '( )

k k

kk k k
k

k k   

     


  



   

α

α

α'Mα c α M c α

Y'Xα Y'Xc Y'Xα Y'Xc

α M I Mc c M I Mc
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
 

A α
 

fixé

Elastic net avec y
 

remplacé
 

par Y’Xα


 
On initialise avec α

 
solution de la PLS


 

Pour y
 

univarié
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    1 21
min - ' -   

c
Y'Xc Y'Xα Y'Xc Y'Xα c c

1( ) seuillage doux du premier facteur PLS 
2

sign 



    
 

X'yc α α α
X'y
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Application: cohorte GRIV du 
SIDA; Mémoire master 
C.Wolley 2010


 

305643 variables. 266 individus NP, 84 PR, 
697 CT


 
Discrimination entre PR et NP


 
Prétraitements: p ramené

 
à

 
2648


 

Validation croisée par blocs de 10;            
3 composantes S-PLS retenues
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